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:Qué es el trasplante de células madre (trasplante de médula
0sea) 2

® Es un tratamiento médico que reemplaza la
médula 6sea por células sanas. Las células de
reemplazo pueden proceder del propio cuerpo del
paciente (autélogo) o de un donante (alogénico).

® Se puede utilizar para tratar ciertos tipos de
cancer, como leucemia, mieloma y linfoma, y otras
enfermedades del sistema inmunitario y de la
sangre que afectan la médula d6sea.
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;Qué es la médula 6sea?

® La médula 6sea es tejido blando y
esponjoso en el cuerpo que contiene
células madre hematopoyéticas.

® Se encuentra en el centro de la mayoria
de los huesos.

® También se encuentran células madre
hematopoyéticas en la sangre que
circula por todo el cuerpo.

Anatomia del hueso

. Vasos sanguineos
Hueso esponjoso de la médula 6sea
(contiene médula roja)
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Enfermedad de Injerto contra huésped

e |aenfermedad de injerto contra huésped (EICH, o
también GVHD por las siglas en inglés de Graft-
Versus-Host Disease) es un padecimiento
autoinmune en el cual los linfocitos T del donador
desempenan un papel central en el ataque
inmunologico a los tejidos del huésped, y constituye
una complicacion frecuente luego de un trasplante
de médula 6sea.




Enfermedad de Injerto contra huésped

® Su grado de afectacion se relaciona con los
factores de riesgo propios de cada paciente, y
ocasiona gran morbilidad y mortalidad si no se
diagnostica y trata a tiempo.



Motivacion

® Desde la ciencia de la salud no se tiene una
forma efectiva de predecir si el paciente
puede desarrollar EICH.

® Existen pocos datos clinicos para estudiar
patrones de la enfermedad.

e El descubrimiento temprano de los pacientes
propensos a contraer EICH ayuda a la toma
las medidas necesarias para que evitar que
se contraiga la enfermedad y en el peor de
los casos la muerte del paciente.
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Propuesta

® Se propone modelar utilizando modelos de aprendizaje para
predecir si el paciente va a desarrollar la enfermedad o no,
utilizando dos bases de datos.

® Se realizd una comparacion del desempeno de prediccion de
cada modelo utilizando distintas métricas.



Antecedentes

® Entre los estudios anteriormente realizados se propone la
estrategia de induccion de reglas para predecir si un paciente
sobrevivira al trasplante de médula 6sea y los factores que
hacen posibles estos resultados (Sikora et al. 2019).

® Se han utilizado métodos basados en arboles de decisidon que
se han comportado de manera satisfactoria (Kretowska et al.

2018).

Marek Sikora. GuideR: A guided separate-and-conquer rule learning in classification, regression, and

survival settings. Knowledge-Based Systems, 173:1-14, 2019.
Malgorzata Kretowska. Tree-based models for survival data with competing risks. Computer

Methods and Programs in Biomedicine, 159:185-198, 2018.



Antecedentes

® Existen también estudios para predecir complicaciones especificas
al trasplante de médula ésea como lo es la EICH (Liu et al. 2022).

e Para la prediccion de la EICH se han utilizado varias fuentes de
datos, desde registros electrénicos de salud (Tang et al. 2020)
hasta resultados de laboratorio almacenados en forma tabular
(lwasaki et al. 2022).

Xueou Liu. Dynamic forecasting of severe acute graft-versus-host disease after transplantation. Natural
computational science, 2:153-159, 2022.

Shengpu Tang. Predicting acute graft-versus-host disease using machine learning and longitudinal vital
sign data from electronic health records. JCO Clinical Cancer Informatics, 4:128-135, 2020.

Makoto Iwasaki. Establishment of a predictive model for GVHD-free, relapse-free survival after
allogeneic HSCT using ensemble learning. Blood Advances, 6:2618-2627, 2022.



Datasets

e BMT-CH es un dataset
publicado en Kaggle
suministrado por Sikora et al.
(2019).

@ HLCM es un dataset
proporcionado por el Hospital
Luis Calvo Mackenna, un
hospital pediatrico ubicado en

Marek Sﬁ&ﬁt@gﬁlﬁﬁ &’ai?l@separate-and-conquer rule

learning in classification, regression, and survival settings.
Knowledge-Based Systems, 173:1-14, 2019.
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BMT-CH

Describe pacientes
pediatricos con varias

enfermedades
hematoldgicas.

Casos no malignos:

e Anemia aplasica grave.

e Anemia de Fanconi.

Casos malignos:

Leucemia linfoblastica aguda.

Leucemia mieldgena aguda.
Sindrome mielodisplasico.
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BMT-CH

Contiene 187 ejemplos
caracterizados por 37
atributos.

)

Solo se utilizaron aquellos
atributos que son pre-
trasplante quedando 31
en la seleccion.
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BMT-CH

Distribucion de las clases:

® 104 pacientes padecen de EICH (clase 1).
® 67 pacientes no padecen la enfermedad (clase
0).
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HLCM

Describe pacientes
pediatricos con varias

enfermedades
.~ <
hematologicas.

Presenta diferentes tipos de
donantes:

e Autologos.

e Alogeénicos.

Contiene tanto
trastornos malignos
como no malignos.
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HLCM

Tipos de donantes Alogénicos:
e Emparentado.
e No emparentado compatible.
e Emparentado parcialmente compatible.
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HLCM

Cuenta con 536 ejemplos
caracterizados por 227 atributos. <————

)

Se seleccionaron solo los
atributos pre-trasplante.
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HLCM-Limpieza

e Descartados atributos con mas del 50% de valores
faltantes.

e Atributos con menos del 50% de valores faltantes
(Imputacion multiple por ecuaciones encadenadas).

e Quedando una seleccion de 51 atributos.

e De los 536 ejemplos se tomaron solo 438 ya que el resto
fueron sometidos a trasplantes autdlogos, en cuyos casos
no se desarrolla la EICH.
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HLCM-Limpieza

Distribucion de las clases:

e 295 pacientes padecen de EICH (clase 1).
e 143 pacientes no padecen la enfermedad (clase 0).
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Modelos
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Métricas

Exactitud (accuracy).

Especificidad (recall para la clase 0).

Sensibilidad (recall para la clase 1).

Precision (precision para la clase 1).

Medida-F (Fg-score).
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Medida F (Fg-score)

Promedio ponderado

/

Precision

Si B = 1 media armonica.

Si <1 + precision.

Si 3>1 + sensibilidad.

B=0.5,1y 2.

\

Sensibilidad

21



Medida F (Fg-score)

® En este caso es mas importante la métrica de sensibilidad,
ya que los falsos positivos tienen menos impacto en la salud
del paciente que los falsos negativos.

® Priorizar la métrica F2 es importante para minimizar el
riesgo de perder casos positivos.
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Diseno de los experimentos

® En cada caso se dividio el dataset en un subconjunto de
entrenamiento (80%) y otro de pruebas (20%).

® Se utilizé la misma semilla al realizar la division para asegurar
gue se escogieran los mismos datos en cada caso.

® Se realizo la seleccion de hiperparametros en cada modelo
utilizando validacion cruzada con 10 folds.

® Se repitid cada validacion cruzada 5 veces.

® Se escogio el modelo de mejor comportamiento en la
validacion cruzada utilizando como métrica principal, la
medida-F.
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Resultados
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BMT-CH

Métricas

Exactitud

Especificidad

Sensibilidad

Precisién

Arbol de
Decision

0.52
0.61
0.69
0.65
0.18
0.72

0.59

Bosque
Aleatorio

0.66
0.70
0.87
0.77
0.18
0.94

0.65

XGBoost

0.59

0.67

0.63

0.65

0.55

0.61

0.69

Regresion
Logistica

0.62
0.69
0.75
0.72
0.36
0.78

0.67

Potenciacion
del Gradiente

0.55

0.64

0.77

0.70

0.09

0.83

0.60

AdaBoost

0.62

0.67

0.89

0.77

0.00

1.00

0.62

Perceptrén
Multicapa

0.62
0.67
0.89
0.77
0.00
1.00

0.62
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HLCM

Métricas

Exactitud

Especificidad

Sensibilidad

Precision

Arbol de
Decision

0.67
0.72
0.91
0.80
0.00
1.00

0.67

Bosque
Aleatorio

0.66
0.72
0.87
0.79
0.10
0.93

0.68

XGBoost

0.60

0.69

0.77

0.73

0.21

0.80

0.67

Regresion
Logistica

0.61
0.70
0.76
0.73
0.28
0.78

0.69

Potenciacion
del Gradiente

0.65

0.71

0.86

0.78

0.07

0.93

0.67

AdaBoost

0.66

0.72

0.86

0.78

0.14

0.92

0.68

Perceptrén
Multicapa

0.67
0.72
0.91
0.80
0.00
1.00

0.67
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Interpretabilidad de los modelos

:Por qué es importante la explicabilidad o interpretabilidad de
los modelos?

® Permite obtener una intuicion sobre el funcionamiento
general del modelo.

® Permite conocer los atributos a los que el modelo
considera mas importantes.

® Permite llegar a conclusiones sobre las razones por las
cuales el modelo esta haciendo las predicciones de la
manera en que las hace.

® Genera una mayor confianza en el modelo.
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Interpretabilidad de los modelos

Regresioén Logistica

Interpretables

e,

Arboles de Decision
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Interpretabilidad de los modelos

Regresion Logistica:

e Cada atributo tiene asociado a un coeficiente.
® Permite intuir a qué atributos el modelo le esta dando mayor
importancia durante las predicciones.

29



Interpretabilidad de los modelos

Arboles de decision:

® Permite analizar los caminos que tomo el modelo para
llegar a la prediccion.

® Permite calcular la importancia de los atributos analizando
cuanto ha disminuido la varianza de un nodo u hoja en
comparacion con el nodo principal.

&
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Importancia de atributos.

Datasets Regresién Logistica

Edad del paciente entre 5y 10 .

Peso corporal del paciente.

BMT-CH
Factor rh +
Coincidencia grupo sanguineo
Profilaxis(choice Metilprednisolona (MP,MTP))
Grupo sanguineo del paciente

HLCM

Tipo de diagndstico (Oncoldgico)

Factor rh +

Arbol de Decisién

CMV status (0)

alelos

CD34x15 por kg
antigen.

Edad de TPH

Quimioterapia (Antitimoglobulina)

Quimioterapia (Citarabina)

Profilaxis
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Interpretabilidad de los modelos
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Interpretabilidad de los modelos

Eli5.
Yellowbrick.
Lime.

Shap.

Alibi.
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Interpretabilidad de los modelos

recipient_age int 5 10
CD3 to CD34 ratio
HLA _match_9/10

ANC recovery
donor_age
recipient_body mass

recipient ABO 0

donor_ ABO 0O

Shap.
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Interpretabilidad de los modelos
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Interpretabilidad de los modelos

B ¥
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Conclusiones

® La prediccion de EICH es un problema abierto para las
ciencias médicas, y poder contar con herramientas
predictivas que ayuden a la toma de decisiones brinda un

gran apoyo para los especialistas.
® Esto permitiria tomar las medidas necesarias para evitar que
se desarrolle o para abordar esta enfermedad de manera

temprana.
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Conclusiones

® Mostramos que existen distintos modelos predictivos que
pueden formularse, utilizando como punto de referencia dos
datasets: HLCM y BMT-CH.

® De acuerdo a los resultados obtenidos, no es posible
identificar un unico modelo éptimo en relacién a las diversas
métricas de rendimiento presentadas.
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Trabajo a futuro

® Actualmente continuamos desarrollando nuestra
investigacion enfocandonos no solo en la prediccién de
EICH sino también en la visualizacion de los datos,
brindando herramientas para que los especialistas puedan

sacar conclusiones a partir del comportamiento de la
poblacion.
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Trabajo a futuro

® Hemos comenzado a investigar sobre la explicabilidad de los
métodos con el objetivo de aumentar la confianza de los
usuarios en los modelos explicando las razones de sus
comportamientos y conclusiones.

® Tanto los modelos predictivos como la explicacion de los
mismos brindaran al especialista la informacion necesaria
para una mejor toma de decisiones (e.g., decidir qué
donante es mejor para el paciente).
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